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การพัฒนาโมเดลการเรียนรู้เชิงลึกส�ำหรับก�ำหนดขอบเขตอัตโนมัติ

ของอวัยวะข้างเคียงปกติบนภาพเอกซเรย์คอมพิวเตอร์จ�ำลอง

การรักษาผู้ป่วยมะเร็งศีรษะและล�ำคอ

Deep learning model development for auto-delineation of organ 

at risks on CT simulation images in head and neck cancer
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บทคัดย่อ

หลักการและเหตุผล: ในผู้ป่วยมะเร็งศีรษะและล�ำคอที่รักษาด้วยการฉายรังสี การก�ำหนดขอบเขตอวัยวะข้างเคียง

ปกตมิคีวามส�ำคญัต่อการวางแผนการรกัษา เนือ่งจากอวยัวะข้างเคยีงปกตนิีอ้าจสญูเสยีการท�ำงาน หากได้รบัปรมิาณ

รงัสสีงูเกนิขดีจ�ำกัด โดยปกตกิารก�ำหนดขอบเขตถกูก�ำหนดโดยแพทย์รงัสรีกัษาแต่มข้ีอจ�ำกดัเช่น ใช้เวลาการก�ำหนด

ขอบเขตนาน มีความแปรปรวนภายในและระหว่างแพทย์ผู้ก�ำหนดขอบเขต รวมถึงประสบการณ์ของแพทย์ 

วัตถุประสงค์: เพื่อพัฒนาโมเดลการเรียนรู้เชิงลึกส�ำหรับก�ำหนดขอบเขตอัตโนมัติของอวัยวะข้างเคียงปกติบนภาพ

เอกซเรย์คอมพิวเตอร์จ�ำลองการรักษาผู้ป่วยมะเร็งศีรษะและล�ำคอ และประเมินโมเดลที่พัฒนาขึ้น 

วัสดุและวิธีการ: ศึกษาโดยใช้ข้อมูลภาพเอกซเรย์คอมพิวเตอร์จ�ำลองการรักษา และข้อมูลการก�ำหนดขอบเขต

อวัยวะข้างเคียงปกติเป็นข้อมูลสอนโมเดล ใช้รูปแบบสถาปัตยกรรมโครงข่ายยูเน็ตและฟีเจอร์พีระมิดเน็ตเวิร์ค  

(เอฟพีเอ็น) ร่วมกับโมเดลแบคโบนแบบวีจีจี19 สอนโมเดลด้วยวิธีปรับจูน และวิธีการถ่ายทอดการเรียนรู้ ประเมิน

โมเดลด้วยค่าสัมประสิทธิ์ความเหมือน (ดีเอสซี) ค่าระยะห่าง 95 เปอร์เซ็นต์ไทล์ฮาวดรอฟ (95% เอชดี) ประเมิน

เวลาฝึก และเวลาท�ำนายมาสก์  

ผลการศึกษา: โมเดล ทียูวีจีจี19 และ เอฟเอฟวีจีจี19 ให้ผลค่าดีเอสซีของแต่ละอวัยวะข้างเคียงปกติมากกว่า  

0.80 ยกเว้นในต่อมน�้ำลายข้างกกหูทั้งสองข้าง และไขสันหลังที่ให้ค่าดีเอสซีมากกว่า 0.72 ผลการประเมินระยะ 

95% เอสดี ของแต่ละอวัยวะข้างเคียงปกติมีค่าน้อยกว่า 2 มิลลิเมตร ยกเว้นในขากรรไกรล่างและต่อมน�้ำลาย 

ข้างกกหูทั้งสองข้างมีค่าน้อยกว่า 4 มิลลิเมตร เวลาเฉล่ียในการท�ำนายมาสก์ เท่ากับ 1.286 และ 1.534 วินาท ี

ต่อภาพ ส�ำหรับโมเดลทียูวีจีจี 19 และเอฟเอฟวีจีจี 19 ตามล�ำดับ 

ข้อสรุป: โมเดลที่พัฒนาขึ้นสามารถให้ผลการท�ำนายมาสก์ที่ดี ประเมินด้วยค่าดีเอสซี 95% เอชดี ได้ใกล้เคียงกับ

การศึกษาอื่นก่อนหน้า และสามารถท�ำนายมาสก์ได้อย่างรวดเร็ว  

ค�ำส�ำคัญ: สถาปัตยกรรมโครงข่ายยูเน็ต สถาปัตยกรรมโครงข่ายฟีเจอร์พีระมิดเน็ตเวิร์ค (เอฟพีเอ็น)  การถ่ายทอด

การเรียนรู้และการปรับจูน 

Abstract

Backgrounds: The organs at risk (OARs) delineation process has an important role in treatment 

planning for head and neck radiation therapy. Overdose to these OARs may cause long term 

functional loss. In clinic practice, OARs are usually delineated by Radiation Oncologist (RO).  

Nevertheless, it takes a long time and depends on RO experience.  Moreover, intra-inter  

observer variation is observed.  

Objective: To develop a deep learning model for auto-delineation of OARs on head and neck 

cancer patients computed tomography images and evaluating the performance of the model. 

Materials and Methods: Head and neck computed tomography simulation images and DICOM 

structure radiation therapy were used for training deep learning models. The models were  

developed by using U-Net architecture and Features Pyramid Networks (FPN) architecture.  

The architectures were modified by using the VGG19 backbone. Fine tune method and Transfer 
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learning method were used to train deep learning models. The models were evaluated by  

Dice Similarity Coefficient (DSC), 95 percentile Hausdorff Distance (95%HD), the time of model 

training, and the time of model auto-predictions.  

Results: The averages DSC results of the TUVGG19 model and FFVGG19 were more than 0.80  

for all the OARs, except DSC of both parotid glands and spinal cord were more than 0.72.  

The averages 95% HD were less than 2 millimeters for all the OARs, except 95% HD of mandible 

and both parotid glands were not more than 4 millimeters. The average times to predict  

mask were 1.286 and 1.534 seconds per image for the TUVGG19 model and FFVGG19 model, 

respectively. 

Conclusion: Deep learning models for auto-delineation of OARs have been developed.  

They showed good prediction performance. The results were evaluated by DSC value and 95%HD 

likewise the value of previous studies and fast predictions mask. 

Keywords: U-Net architecture, Features Pyramid Network (FPN) architecture, Transfer learning and 

fine tune 
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บทน�ำ

	 ป ัจ จุบันมีแนวทางรักษามะเร็ งหลายแนวทาง  

การรักษาด้วยการฉายรังสีเป็นหน่ึงในวิธีการรักษาท่ี 

ได้รับการยอมรับ ส�ำหรับอวัยวะบริเวณที่มีความซับซ้อน

ทางกายวิภาคศาสตร์ เช่น บริเวณศีรษะและล�ำคอ 

เนือ่งจากวธิกีารรกัษาอืน่เช่น การผ่าตดั ท�ำได้ยากและอาจ

มีผลกระทบหลังการรักษามากกว่า บริเวณศีรษะและ 

ล�ำคอมีต�ำแหน่งท่ีจะเกิดโรคมะเร็งได้หลายต�ำแหน่ง  

เช่น มะเร็งหลังโพรงจมูก หลอดอาหาร กล่องเสียง  

ต่อมไทรอยด์ ลิ้น และต่อมน�้ำลายข้างกกหู ซ่ึงโรคมะเร็ง

ชนิดต่าง ๆ เหล่านี้พบได้มากในผู้ป่วยมะเร็งชาวไทย  

จากสถิติผู้ป่วยมะเร็งท่ีเข้ารับบริการท่ีสาขารังสีรักษา 

และมะเร็งวิทยา ฝ่ายรังสีวิทยา โรงพยาบาลจุฬาลงกรณ์ 

ปี 2562[1] พบว่ามีจ�ำนวนผู้ป่วยมะเร็งชนิดต่างๆ ที่กล่าว

ข้างต้นรวมมากถึง 453 ราย 

	 กระบวนการรักษาผู้ป่วยมะเร็งด้วยการฉายรังสี

ประกอบด้วยหลายขั้นตอน[2] ได้แก่ การจัดท่าจ�ำลองการ

รักษา การก�ำหนดขอบเขตเป้าหมายและอวัยวะข้างเคียง

ปกติ การวางแผนการรักษาและการก�ำหนดปริมาณรังสี  

การประกันคุณภาพก่อนการฉายรังสี การฉายรังสี และ

การตดิตามการรกัษา ซึง่แต่ละกระบวนการดงักล่าวมานัน้

มคีวามเกีย่วข้องกนั หากมคีวามคลาดเคล่ือนของกระบวน

ใดกระบวนการหน่ึงจะส่งผลต่อกระบวนการอื่นของ 

การรักษา เช่น การฉายรังสีเพื่อท�ำลายเซลล์มะเร็งที่

บริ เวณศีรษะและล�ำคอหากมีการก�ำหนดขอบเขต 

เป้าหมายและอวัยวะข้างเคียงปกติที่ใหญ่หรือเล็กกว่า

ขนาดจริง จะส่งผลกระทบต่อการวางแผนการรักษาและ

การก�ำหนดปรมิาณรงัส ีซึง่อาจส่งผลให้ก้อนมะเรง็อาจได้

รบัปรมิาณรงัสน้ีอยกว่าทีก่�ำหนด ท�ำให้ไม่สามารถท�ำลาย

เซลล์มะเร็งได้ หรืออวัยวะข้างเคียงปกติอาจจะได้รับ
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ปริมาณรังสีเกินขีดจ�ำกัดได้ ซ่ึงส่งผลให้อวัยวะข้างเคียง

ปกติสูญเสียการท�ำงานปกติได้ มีผลกระทบต่อคุณภาพ

ชีวิตของผู ้ป่วยหลังได้รับการรักษามะเร็งด้วยวิธีการ 

ฉายรังสี เช่น การเกิดภาวะน�้ำลายแห้ง (xerostomia)[3] 

การตายของกระดูกขากรรไกรหลังการฉายรังสี (post 

extraction osteoradionecrosis)[4] การเกิดความ 

ผิดปกติต่อดวงตาและระบบประสาทตา[5] การเกิดอาการ

ผิดปกติจากการสูญเสียการท�ำงานของก้านสองและ

ไขสันหลัง[6] ดังนั้นงานวิจัยน้ีจึงมุ ่งให้ความสนใจกับ 

ขัน้ตอนของการก�ำหนดขอบเขตของอวยัวะข้างเคยีงปกติ

	 การก�ำหนดขอบเขตอวัยวะข้างเคียงปกติในปัจจุบัน

ถูกก�ำหนดโดยแพทย์รังสีรักษา แต่มีข้อจ�ำกัดคือ ขั้นตอน

การก�ำหนดขอบเขตใช้ระยะเวลานาน มีความแปรปรวน

ระหว่างและภายในแพทย์ผู้ก�ำหนดขอบเขต และมีปัจจัย

ด้านประสบการของแพทย์ร่วมด้วย[7] มีหลายการศึกษา

ก่อนหน้าได้พัฒนาโมเดลการเรียนรู้เชิงลึกส�ำหรับก�ำหนด

ขอบเขตของอวัยวะข้างเคียงปกติบริเวณศีรษะและล�ำคอ 

โดยมีเป้าหมายเพื่อลดข้อจ�ำกัดในการก�ำหนดขอบเขตที่

กล่าวข้างต้น จากการทบทวนวรรณกรรม การศึกษาของ 

Wu X. และคณะ[8] ศึกษาการก�ำหนดขอบเขตอวัยวะ 

ข้างเคยีงปกตอิตัโนมตัด้ิวยวธิกีาร Automatic Anatomy 

Recognition สร้างโมเดลการก�ำหนดขอบเขตหลายวัตถุ

บนภาพเอกซเรย์คอมพิวเตอร์ส�ำหรับการวางแผนการ

รักษาบริเวณศีรษะและล�ำคออัตโนมัติ การศึกษาของ 

Ibragimov B. และ Xing L.[9] ศึกษาการแบ่งส่วนอวัยวะ

ข้างเคียงปกติในภาพเอกซเรย์คอมพิวเตอร์บริเวณศีรษะ

และล�ำคอ โดยใช้โครงข่ายประสาทเทียมคอนโวลูชันใน

การตรวจจับต�ำแหน่งลักษณะภาพจากรูปแบบความเข้ม

รอบ Voxel ของอวัยวะข้างเคียงปกติท่ีสนใจบนภาพ

เอกซเรย์คอมพิวเตอร์ (Computed Tomography: CT) 

การศึกษาของ Zhu W. และคณะ[10] พัฒนาโมเดล 

Anatomy Net ส�ำหรับการแบ่งส ่วนปริมาตรทาง

กายวภิาคศาสตร์บรเิวณศรีษะและล�ำคออตัโนมตั ิก�ำหนด

ขอบเขตอัตโนมัติของปริมาตรอวัยวะข้างเคียงปกติได้ 9 

อวัยวะ โดยใช้โครงสร้างสถาปัตยกรรมโครงข่าย 3D 

U-net เป็นโครงข่ายหลกัของโมเดลและเพิม่การปรบัปรงุ

ส่วนการเข้ารหัสและการถอดรหัสของโมเดล และใช้

ฟังก์ชนัการสญูเสยีแบบใหม่ จากทีก่ล่าวมานีแ้สดงให้เหน็

ถึงความสามารถของโมเดลการเรียนรู้เชิงลึกที่น�ำมาช่วย

ลดข้อจ�ำกัดในขั้นตอนก�ำหนดขอบเขตอวัยวะข้างเคียง

ปกตไิด้ และมรีปูแบบสถาปัตยกรรมโครงข่ายอกีหลายรปู

แบบที่น่าสนใจรวมถึงรูปแบบวิธีการสอนโมเดลการเรียน

รูเ้ชิงลกึ การศึกษานีจึ้งมวีตัถุประสงค์เพือ่พฒันาโมเดลการ

เรียนรู้เชิงลึกส�ำหรับก�ำหนดขอบเขตอัตโนมัติของอวัยวะ

ข้างเคียงปกติบนภาพเอซเรย์คอมพิวเตอร์จ�ำลองการ

รักษาที่ใช้รูปแบบสถาปัตยกรรมโครงข่าย U-net[11] และ 

Features Pyramid Networks (FPN)[12] และประเมิน

โมเดลที่พัฒนาขึ้น 

วัสดุและวิธีการศึกษา

วัสดุอุปกรณ์

	 เครื่องมือส�ำหรับการศึกษานี้ใช้งาน Kaggle Virtual 

Machines ที่มีลักษณะการท�ำงานเป ็น Jupyter  

notebooks ส�ำหรับเขียนโปรแกรม  ใช้งาน segmenta-

tion model library[13] บนพื้นฐานโครงสร้าง Keras 

(tensor flow) ส�ำหรับการสร้างรูปสถาปัตยกรรม 

โครงข่าย และใช้งาน Dicom-contour library[14] ส�ำหรบั

การแปลงภาพ DICOM และข้อมูลการก�ำหนดขอบเขต 

บนภาพ DICOM ให้อยู่ในรูปแบบอาร์เรย์

	 ข้อมูลภาพเอกซเรย์คอมพิวเตอร์วางแผนการรักษา 

ประกอบด้วยภาพ CT และข้อมูลการก�ำหนดขอบเขต

อวัยวะข้างเคียงปกติจากฐานข้อมูลสาธารณะออนไลน ์

The Cancer Image Achieve ในชดุข้อมลู Head-Neck-

PET-CT[15] จาก 4 สถาบันที่แตกต่างกันใน Québec 

จ�ำนวน 101 ราย และจากชุดข้อมูล TCGA-HNSC[16] 

จ�ำนวน 1 ราย 

วิธีการ

	 การศึกษานี้ด�ำเนินการพัฒนาโมเดลการเรียนเรียนรู้

เชิงลึกส�ำหรับก�ำหนดขอบเขตอัตโนมัติของอวัยวะ 
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ข้างเคียงปกติบนภาพเอกซเรย์คอมพิวเตอร์วางแผนการ

รักษาด้วยสถาปัตยกรรมโครงข่าย U-Net และ FPN 

ก�ำหนดศึกษาใน 7 อวัยวะข้างเคียงปกติ ได้แก่ brain 

stem, left eye globe, right eye globe, mandible, 

left parotid gland, right parotid gland และ spinal 

cord การด�ำเนินงานประกอบด้วยขั้นตอนการเตรียม

ข้อมูล การพัฒนาโมเดล การทดสอบและประเมินผล มี

รายละเอียด ดังนี้

	 1. เตรียมข้อมูล image และ mask 

	 	  1.1 	การเตรียมข้อมูลภาพ CT 

	 	 	 	 	 เนื่องจากภาพ CT เป็นภาพ DICOM ที่ข้อมูล

ของแต่ละ pixel อยู่รูปแบบ Hounsfield Unit (HU)  

ซึ่งเป็นค่าข้อมูลที่มีช่วงค่อนข้างกว้าง (-1000, 1000 HU) 

แต่อวัยวะข้างเคียงปกติท่ีสนใจศึกษามีความแตกต่าง 

ของเนือ้เยือ่กบับรเิวณโดยรอบน้อย จงึก�ำหนดข้อมลูภาพ 

CT น�ำเข้าในรูปแบบของ window ที่เหมาะสม และเพื่อ

ให้สามารถแยกขอบเขตอวัยวะข้างเคียงปกติท่ีชัดเจนข้ึน 

ก�ำหนดให้ภาพ input มีขนาด 512, 512, 3 โดยแต่ละ 

channel คือภาพ 1 window ได้แก่ brain window, 

soft tissue window และ bone window 

	 	 1.2		 การเตรียมข้อมูล mask 

	 	 	 	 	 น�ำข้อมลูจากชดุข้อมลู DICOM RT Structure 

มาแยกข้อมูลขอบเขตของอวัยวะข้างเคียงปกติที่สนใจ

ศึกษาให้อยู่ในรูป mask array โดยใช้ DICOM-contour 

library จากนั้นแปลงเป็นภาพลักษณะ binary image 

ส�ำหรับแต่ละอวัยวะข้างเคียงปกติ แล้วท�ำการรวมภาพ

ลกัษณะ binary image เป็น 1 ชดุภาพ มขีนาดเป็น 512, 

512, 7 ก�ำหนดให้แต่ละ channel เป็นภาพ binary 

image ของแต่ละอวัยวะข้างเคียงปกติที่สนใจ 

		  1.3 	 การแบ่งชุดข้อมูล 

	 	 	 	 	 ข้อมูลที่เตรียมจากข้อ 1.1 และ 1.2 จะถูก 

แบ่งเป็น 3 ชุดข้อมูล ได้แก่ 1. ชุดข้อมูลส�ำหรับการสอน

โมเดล จ�ำนวน 75 ราย (เป็นภาพ CT และ ภาพ mask 

จ�ำนวนอย่างละ 7,683 ภาพ) 2. ชดุข้อมลูส�ำหรบัการตรวจ

สอบโมเดล 12 ราย (เป็นภาพ CT และ ภาพ mask  

จ�ำนวนอย่างละ 1,136 ภาพ) และ 3. ชดุข้อมลูส�ำหรบัการ

ทดสอบโมเดล 15 ราย (เป็นภาพ CT และ ภาพ mask  

อย่างละ 1,504 ภาพ) ข้อมูลภาพทั้งหมดแสดงการกระ

จายความถี่ mask ของข้อมูลแต่ละอวัยวะข้างเคียงปกติ 

แสดงดังภาพที่ 1

	 2.การพฒันาโมเดลการเรยีนรูเ้ชงิลกึส�ำหรบัก�ำหนด

ขอบเขตอวัยวะข้างเคียงปกติ

	 2.1 สถาปัตยกรรมโครงข่าย ท�ำการสร้างโมเดลการ

เรียนรู ้เชิงลึกที่มีรูปแบบสถาปัตยกรรมโครงข่ายแบบ 

U-Net และ FPN โดยใช้ segmentation model library 

เลือกใช้โมเดล backbone แบบ VGG19 ส�ำหรับทั้งสอง

รูปแบบสถาปัตยกรรมโครงข่าย

	 	 	 2.1.1 สถาปัตยกรรมโครงข่าย U-Net ประกอบ

ด้วย 2 ส่วน ได้แก่ ส่วน down sampling และส่วน up 

sampling แสดงดังภาพที่ 2 

	 	 	 ส่วนของ down sampling ใช้โมเดล backbone 

แบบ VGG19 ประกอบด้วย 5 block ใน block ที่ 1  

และ 2 ประกอบด้วยชั้นคอนโวลูชัน 2 ชั้นเชื่อมต่อกับชั้น 

pooling 1 ชั้น ใน block ที่ 3 ถึง 5 ประกอบด้วย  

ชั้นคอนโวลูชัน 4 ชั้น ตามด้วยชั้น pooling 1 ชั้น 

	 	 	 ส่วนของ up sampling ประกอบด้วย 5 block 

ที่สัมพันธ์กับส่วน  down sampling โดยแต่ละ block 

ประกอบด้วย ชัน้คอนโวลชูนั ชัน้ batch normalization 

และช้ัน activation (Relu)  จ�ำนวน block ละ 2 ชุด  

ตามด้วยช้ัน up sampling ยกเว้นใน block 5 ที่ไม่ 

เชื่อมต่อด้วยชั้น up sampling แต่เชื่อมต่อด้วยชั้น 

คอนโวลูชันและชั้น activation (soft max) การเชื่อมกัน

ในส่วนของ down sampling และ up sampling  

เชื่อมต่อด้วย block ตรงกลางระหว่างสองส่วน เรียกว่า 

center block มีการเรียงของช้ันด�ำเนินการเหมือนกับ

ส่วนของ up sampling ใน block ที่ 1 ถึง 4 และใช้วิธี 

concatenation ในการเช่ือต่อ feature map ระหว่าง 

block ที่ 2 ถึง 5 ในส่วน down sampling กับ block  

ที่ 1 ถึง 4 ในส่วน up sampling 



R17Journal of Thai Association of Radiation Oncology
Vol. 27 No.1 January - June 2021

ภาพที่	1		การกระจายความถี่	mask	อวัยวะข้างเคียงปกติของชุดข้อมูลสอน	ชุดข้อมูลตรวจสอบ	และชุดข้อมูลทดสอบ

ค�าย่อ:	BST	=	brain	stem,		EYE_Lt	=	left	eye	globe,	EYE_Rt	=	right	eye	globe,	MAN	=	mandible,	PRO_Lt	=	left	parotid	gland,	

PRO_Rt	=	right	parotid	gland,	SPC	=	spinal	cord

ภาพที่	2		รูปแบบสถาปัตยกรรมโครงข่าย	U-Net

ค�าย่อ:	conv	=	convolution	layer,	max	pool	=	max	pooling	layer,	batchNorm	=	batch	normalization	layer,	relu	=	rectified	

linear	activation	function	layer,	upsampling	=	upsampling	layer,	softmax	=	soft	max	activation	function	layer,	concat	=	

concatenation
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	 	 	 2.1.2 สถาปัตยกรรมโครงข่าย FPN ประกอบด้วย

การเชือ่มต่อของชัน้ด�ำเนนิการ 3 แนวได้แก่ bottom-up 

(BU), top-down (TD) และแนว lateral I, II (L–I, L–II) 

การเชื่อมต ่อของแนว BU ใช ้ โมเดล backbone  

แบบ VGG19 เช่นเดียวกับส่วน down sampling ของ

สถาปัตยกรรมโครงข่าย U-Net ประกอบด้วย 5 block 

แสดงดังภาพที่ 3

	 	 	 การเชื่อมต่อในแนว L–I ใช ้ผลลัพธ ์จากชั้น 

คอนโวลูชันสุดท้ายของ block 2 BU ถึง block 5 BU 

และผลลัพธ์จากช้ัน max pooling ของ block 5 BU  

ถูกน�ำมาคอนโวลูชันด้วย kernel ขนาด (1, 1) ได้ผลลัพธ์

แสดงเป็น block 2 L–I ถึง block 5 L–I ส�ำหรับการ 

คอนโวลูชันของ block 2 BU ถึง block 5 BU ตามล�ำดับ 

และผลลัพธ์ที่ได้จากการคอนโคลูชันชั้น max pooling  

ใน block 5 BU จะถูกใช้เป็นข้อมูลเริ่มต้นส�ำหรับการ

ด�ำเนินการในแนวการเชื่อมต่อ TD 

	 	 	 การเชื่อมต่อในแนว TD ใช้ผลลัพธ์จากการ 

เชื่อมต่อในแนว L–I ของชั้น max pooling ใน block 5 

BU เป็นข้อมูลเริ่มต้นเพื่อท�ำการ up sampling ผลลัพธ์

จากการ up sampling ในชั้นน้ีจะถูกรวมเข้ากับผลลัพธ ์

block 5 L–I ด้วยวิธีการ add ผลท่ีได้แสดงเป็นผลลัพธ์

ของ block 5 TD จากนั้นผลลัพธ์นี้จะถูก up sampling 

และรวมกบัผลของ block 4 L–I ด้วยวธิกีาร add ผลทีไ่ด้

แสดงเป็นผลลพัธ์ของ block 4 TD จากนัน้ใช้รปูแบบการ

เชื่อมต่อลักษณะเดียวกันกับ block 3 L–I กับ ผล up 

sampling ของ block 4 TD แสดงเป็นผลลัพธ์ของ block 

3 TD และ block 2 L–I กบั ผล up sampling ของ block 

3 TD แสดงเป็นผลลัพธ์ของ block 2 TD ตามล�ำดับ 

	 	 	 การเชื่อมต่อในแนว L–II ใช้ผลลัพธ์ของ block 2 

TD ถึง block 5 TD ถูกด�ำเนินการด้วยช้ันคอนโวลูชัน  

ชั้น batch normalization และชั้น activation (Relu) 

ส�ำหรับแต่ละ block TD ละ 2 ชุด ผลลัพธ์สุดท้ายท่ีได้

แสดงเป็น block 2 L–II ถึง block 5 L–II โดยผลลัพธ์ 

block 3 L–II ถงึ block 5 L–II จะถกู up sampling ด้วย 

kernel ขนาด (2, 2), (4, 4), (8, 8) ตามล�ำดับ ผลลัพธ์

จากการด�ำเนินการ up sampling ถูกเชื่อมผสานเข้ากับ

ผลลัพธ์ block 2 L–II ด้วยวิธีการ concatenation 

ผลลัพธ์ที่ได้จากการ concatenation จะถูกน�ำมาด�ำเนิน

การด้วยชั้นคอนโวลูชัน ชั้น batch normalization  

ช้ัน activation (Relu) แล้วท�ำการ up sampling  

ตามด้วยการคอนโวลูชัน และใช้ชั้น activation (soft 

max) เพือ่ท�ำนายผลลัพธ์ การเชือ่มต่อของสถาปัตยกรรม

ฟีเจอร์พีระมิดแสดงดังภาพที่ 3

	 	 2.2 การสอนโมเดลการเรยีนรูเ้ชงิลึกส�ำหรบัก�ำหนด

ขอบเขตอวัยวะข้างเคียงปกติบริเวณศีรษะและล�ำคอ  

แบ่งออกเป็น 2 วิธี ในแต่ละสถาปัตยกรรมโครงข่าย วิธีที่ 

1 สอนโมเดลด้วยวิธี fine tune  (ค่าพารามิเตอร์ของ

โมเดลที่สัมพันธ์กับโมเดล backbone แบบ VGG19  

ซึ่งมีค่า weight ที่ถูกสอนด้วยชุดข้อมูล ImageNet  

2012 ILSVRC[17] ถูกน�ำมาใช้เป็นค่าพารามิเตอร์เริ่มต้น

ของโมเดล) และวิธีที่ 2 สอนโมเดลโดยใช้วิธีการถ่ายทอด

การ เรี ยนรู ้ [18 ] ด ้ วยค ่ าถ ่ ว งน�้ ำหนัก  ImageNet  

(ค่าพารามิเตอร์ของโมเดลทีส่มัพนัธ์กบัโมเดล backbone 

แบบ VGG19 ถูกตรึง (freeze) เป็นพารามิเตอร์ของ

โมเดล) โมเดลส�ำหรับการศึกษานี้จึงมีด้วยกัน 4 โมเดล  

ค่าพารามเิตอร์ต่างๆ แสดงดงัตารางที ่1 ขัน้ตอนการสอน

ท�ำการก�ำหนดอัตราการเรียนรู้ที่ 0.0001 ก�ำหนด batch 

size = 4 ส�ำหรับขั้นตอนการสอน (train) และ batch 

size = 1 ในขั้นตอนการตรวจสอบ (validation) ก�ำหนด 

epoch = 20 เลือกใช้ Adam optimizer เลือกใช้ Dice 

Loss + Categorical Focal Loss เป็นฟังก์ชันการ 

สูญเสีย และก�ำหนดให้หยุดการฝึกเมื่อค่า validation 

loss ไม่มีการเปลี่ยนแปลงต่อเนื่องกัน 3 ครั้ง

	 3.	 การทดสอบและการวัดผล

	 	 	 3.1 การประเมินความถูกต้องการท�ำงานของ

โมเดล 

	 	 	 	 	  ด�ำเนินการประเมินผลความเหมือนของ 

ภาพ mask array จากการก�ำหนดขอบเขตอวัยวะ 

ข้างเคียงปกติจากโมเดลที่พัฒนาขึ้นกับ mask array  
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ภาพที่	3	รูปแบบสถาปัตยกรรมโครงข่าย	FPN

ค�าย่อ:	conv	=	convolution	layer,	conv	(1,1)	=	convolution	kernel	size	1×1	layer,	conv	(3,3)	=	convolution	kernel	size	3×3	

layer,	max	pool	=	max	pooling	layer,	batchNorm	=	batch	normalization	layer,	relu	=	rectified	linear	activation	function	

layer,	upsamplimg	(2,2)	=	upsampling	kernel	size	2×2	layer,	upsampling	(4,4)	=	upsampling	kernel	size	4×4	layer,	

upsamplimg	(8,8)	=	upsampling	kernel	size	8×8	layer,	softmax	=	soft	max	activation	function	layer,	concat	=	concatena-

tion,	Add	=	addition	method

ตารางที่	1	พารามิเตอร์ของโมเดลการเรียนรู้เชิงลึก

Models Total	parameters Trainable	parameters Non-trainable	parameters

FUVGG19 29,062,984 29,058,952 4,032

TUVGG19 29,062,984 9,034,568 20,028,416

FFVGG19 22,890,312 22,888,008 2,304

TFVGG19 22,890,312 2,863,624 20,026,688

ค�าย่อ:	FUVGG19	=	โมเดลที่สอนด้วยวิธี	fine	tune	รูปแบบสถาปัตยกรรม	U-net	โมเดล	backbone	แบบ	VGG19,	TUVGG19	=	โมเดลที่

สอนด้วยวิธี	transfer	learning	รูปแบบสถาปัตยกรรม	U-net	โมเดล	backbone	แบบ	VGG19,	FFVGG19	=	โมเดลที่สอนด้วยวิธี	fine	tune	

รูปแบบสถาปัตยกรรม	FPN	โมเดล	backbone	แบบ	VGG19,	TFVGG19	=	โมเดลที่สอนด้วยวิธี	transfer	learning	รูปแบบสถาปัตยกรรม	

FPN	โมเดล	backbone		แบบ	VGG19
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จากการก�าหนดขอบเขตอวยัวะข้างเคียงปกติด้วยการวาด

มือในการวางแผนการรักษา	ด้วยภาพลักษณะ2	มิติ	(2D	

CT)	ของบริเวณศีรษะและล�าคอ	โดยใช้ชุดข้อมูลทดสอบ	

ตามที่ก�าหนดไว้ในข้อ	1.3	

	 การเปรียบเทียบความเหมือนเชิงรูปร่างถูกค�านวน

หาค่า	Dice	Similarly		Coefficient	(DSC)[19]	แสดง

การค�านวณดังสมการ	1	และการเปรียบเทียบเพ่ือหา

ความสัมพันธ์ของ	mask	array	ทั้งสองในรูปแบบระยะ

ห่างของขอบ	mask	ถูกค�านวนด้วยค่า	95	Percentile	

Hausdorff	Distance	(95%HD)[19]	แสดงการค�านวณ

ดังสมการ	2

	 เมื่อ	 |A|	และ	 |B|	เป็นพื้นที่ของ	mask	ที่ได้จากการ

ท�านายและ	mask	อ้างอิง	และ	 |A∩B|	 เป็นพื้นท่ี	ที่

ซ้อนทับกันของ	mask	จากการท�านายและ	mask	อ้างอิง	

โดยค่า	DSC	เท่ากับ	1	ถ้า	mask	ของ	2	ชุด	ซ้อนทับกัน

อย่างสมบูรณ์	และเท่ากับ	0	ถ้าถ้า	mask	ของ	2	ชุด	ไม่

ซ้อนทับกัน

	 เมื่อ	Kr	คือ	ค่าเปอร์เซ็นต์ไทล์ที่ใช้ในการค�านวน	

(95	Percentile	)	และ	d(x,y)	คือ	ระยะทางระหว่าง	จุด	

x	บนเส้นแสดงรูปร่างขอบเขต	mask	จากการท�านายและ

จุด	y	บนเส้นแสดงรูปร่างขอบเขต	mask	อ้างอิง

	 	 3.2	การประเมินเวลา	

	 	 	 	 ด�าเนินการประเมินระยะเวลาการฝึกจากการ

จับเวลาการเริ่มต้นถึงเสร็จสิ้นการฝึกในแต่ละ	epoch

และประเมินระยะเวลาการท�านายภาพ	โดยการน�าข้อมูล

ภาพ	CT	เข้าสู่โมเดลแล้วให้โมเดลท�านายภาพผลลัพธ์	

mask	array	ของแต่ละโมเดล	ท�าการจับเวลาด้วย	time	

library	แล้วหาผลต่างของระยะเวลาที่ได้จากการบันทึก

เวลาเริ่มการท�านายของโมเดล	และเวลาการท�านายแล้ว

เสร็จของโมเดล	

ผลการศึกษา

	 ผลการท�านาย	mask	จากโมเดลการเรียนรู้เชิงลึก

ส�าหรบัก�าหนดขอบเขตอวยัวะข้างเคียงปกตบิรเิวณศีรษะ

และล�าคอที่พัฒนาขึ้นแสดงตัวอย่างผลของการท�านาย

ดังภาพที่	4	พบว่า	เมื่อเทียบกับ	mask	อ้างอิงในภาพที่	

4A_Ref,	4B_Ref	กับภาพ	4A_Pre,	4B_Pre	โมเดล

สามารถท�านาย	mask	ได้ดี	แต่มีการท�านายผิดพลาดใน

บางภาพ	CT	ดังแสดงในภาพเปรียบเทียบระหว่างภาพ	

4C_Ref	กับภาพที่	4C_Pre	ผลพบการท�านายผิดของ

โมเดลว่าเป็น	spinal	cord	แต่ในความเป็นจริงแล้วเป็น

ภาพ	mask	อ้างอิงของ	brain	stem		นอกจากนี้แล้ว

ผลการท�านาย	mask	ของทั้ง	4	โมเดลบนภาพจ�านวน	15	

ชุด	พบว่ามี	1	ชุดข้อมูลที่ไม่สามารถให้ผลการท�านาย	

mask	ได้	ดังนั้น	การศึกษาในส่วนของค่า	DSC	และ	

95%HD	ของการศกึษานีจ้ะค�านวนเฉพาะข้อมลูใน	14	ชดุ

ข้อมูลที่สามารถท�านาย	mask	ได้เท่านั้น

	 ผลการประเมนิความเหมอืนของ	mask	ทีท่�านายจาก

ชุดข้อมูลภาพ	CT		กลุ่มทดสอบ	จากการค�านวณค่า	DSC	

จากภาพการท�านาย	7	อวยัวะข้างเคยีงปกต	ิเปรยีบเทยีบ

กับภาพอ้างอิง	ได้ผลดังแสดงในภาพที่	5	

	 พบว่าโมเดล	TUVGG19	ให้ค่าเฉลี่ย	DSC	สูงที่สุดใน

อวยัวะข้างเคยีงปกต	ิbrain	stem,	left	eye	globe,	right	

eye	globe	และ	mandible	มีค่าเฉลี่ยของ	DSC	เท่ากับ	

0.815	±	0.052,	0.869	±	0.040,	0.864	±	0.056	และ	

0.887	±	0.030	ตามล�าดับ	

	 โมเดล	FFVGG19	มีค่าเฉลี่ยของ	DSC	สูงที่สุดใน

อวัยวะข้างเคียงปกติ	left	parotid	gland	และ	spinal	

cord	มีค่าเฉล่ียของ	DSC	เท่ากับ	0.746	±	0.082	และ	

0.792	±		0.050	ตามล�าดับ	
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ภาพที่	4	ตัวอย่างผลการท�านาย	mask	และค่า	DSC	จากโมเดล	TUVGG19	

ค�าย่อ:	ภาพ	4A	-	4C	แสดงเส้นขอบเขตของ	mask	อ้างอิง	(สีฟ้า)	และ	mask	ที่ได้จากโมเดล	(สีชมพู),	ภาพ	4A_Ref	-	4C_Ref	แสดงพื้นที่	

mask	อ้างอิง,		ภาพ4A_Pre	-	4C_Pre	แสดงพื้นที่	mask	จากการท�านายของโมเดล	,	BST	=	brain	stem,		EYE_Lt	=	left	eye	globe,	

EYE_Rt	=	right	eye	globe,	MAN	=	mandible,	PRO_Lt	=	left	parotid	gland,	PRO_Rt	=	right	parotid	gland,	SPC	=	spinal	cord	
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	 โมเดล	FUVGG19	มีค่าเฉลี่ย	DSC	สูงที่สุดในอวัยวะ

ข้างเคียงปกติ	right	parotid	gland	มีค่าเฉลี่ยของ	DSC	

เท่ากับ	0.760	±	0.095

	 ผลการประเมนิระยะห่างของขอบเขต	mask	ทีท่�านาย

จากชุดข้อมูลภาพ	CT		กลุ่มทดสอบ	ผลการค�านวณค่า	

95%HD	แสดงดังภาพที่	6	

	 ผลของโมเดล	FUVGG19	มค่ีาเฉลีย่	95%HD	ต�า่ทีส่ดุ

ในอวยัวะข้างเคยีงปกต	ิmandible,	right	parotid	gland	

และ	spinal	cord	มีค่าเฉลี่ย	95%HD	เท่ากับ	3.288	±	

1.241,	3.008	±	0.960	และ	1.209	±	0.281	มิลลิเมตร	

ตามล�าดับ	

ภาพที่	5	ค่า	DSC	เฉลี่ยของแต่ละอวัยวะข้างเคียงปกติที่ถูกท�านายด้วยโมเดลการเรียนรู้เชิงลึก	4	โมเดล

ค�าย่อ:	FUVGG19	=	โมเดลที่สอนด้วยวิธี	fine	tune	รูปแบบสถาปัตยกรรม	U-net	โมเดล	backbone	แบบ	VGG19,	TUVGG19	=	โมเดลที่

สอนด้วยวิธี	transfer	learning	รูปแบบสถาปัตยกรรม	U-net	โมเดล	backbone	แบบ	VGG19,	FFVGG19	=	โมเดลที่สอนด้วยวิธี	fine	tune	

รูปแบบสถาปัตยกรรม	FPN	โมเดล	backbone	แบบ	VGG19,	TFVGG19	=	โมเดลที่สอนด้วยวิธี	transfer	learning	รูปแบบสถาปัตยกรรม	

FPN	โมเดล	backbone		แบบ	VGG19,	BST	=	brain	stem,		EYE_Lt	=	left	eye	globe,	EYE_Rt	=	right	eye	globe,	MAN	=	mandible,	

PRO_Lt	=	left	parotid	gland,	PRO_Rt	=	right	parotid	gland,	SPC	=	spinal	cord

	 โมเดล	TUVGG19	มีค่าเฉล่ีย	95%HD	ต�่าที่สุดใน

อวัยวะข้างเคยีงปกต	ิbrain	stem	และ	right	eye	globe	

มีค่าเฉลี่ย	95%HD	เท่ากับ	1.764	±	0.486	และ	1.079	

±	0.242	มิลลิเมตร	ตามล�าดับ	

	 โมเดล	FFVGG19	มค่ีาเฉล่ีย	95%HD	ต�า่สุดในอวยัวะ

ข้างเคยีงปกต	ิleft	eye	globe	มค่ีาเฉลีย่	95%HD	เท่ากบั	

1.075	±	0.212	มิลลิเมตร	

	 โมเดล	TFVGG19	มค่ีาเฉลีย่	95%HD	ต�า่สดุในอวยัวะ

ข้างเคียงปกติ	left	parotid	gland	ค่าเฉลี่ย	95%HD	

เท่ากับ	3.770	±	0.919	มิลลิเมตร



R23Journal of Thai Association of Radiation Oncology
Vol. 27 No.1 January - June 2021

ภาพที่	6	ค่าเฉลี่ย	95%HD	ของแต่ละอวัยวะข้างเคียงปกติที่ถูกท�านายด้วยโมเดลการเรียนรู้เชิงลึก	4	โมเดล

ค�าย่อ:	FUVGG19	=	โมเดลที่สอนด้วยวิธี	fine	tune	รูปแบบสถาปัตยกรรม	U-net	โมเดล	backbone	แบบ	VGG19,	TUVGG19	=	โมเดลที่

สอนด้วยวิธี	transfer	learning	รูปแบบสถาปัตยกรรม	U-net	โมเดล	backbone	แบบ	VGG19,	FFVGG19	=	โมเดลที่สอนด้วยวิธี	fine	tune	

รูปแบบสถาปัตยกรรม	FPN	โมเดล	backbone	แบบ	VGG19,	TFVGG19	=	โมเดลที่สอนด้วยวิธี	transfer	learning	รูปแบบสถาปัตยกรรม	

FPN	โมเดล	backbone		แบบ	VGG19,	BST	=	brain	stem,		EYE_Lt	=	left	eye	globe,	EYE_Rt	=	right	eye	globe,	MAN	=	mandible,	

PRO_Lt	=	left	parotid	gland,	PRO_Rt	=	right	parotid	gland,	SPC	=	spinal	cord	

	 ผลการประเมินเวลาการท�างานของโมเดลการเรียนรู้

เชิงลึกส�าหรับก�าหนดขอบเขตอัตโนมัติของอวัยวะ

ข้างเคียงปกติ	ข้อมูลเวลาการสอนโมเดลและข้อมูลเวลา

การท�านาย	mask	ของแต่ละโมเดล	แสดงดังตารางท่ี	2	

พบว่าโมเดลที่สอนโดยใช้วิธีการ	transfer	learning	ใช้

เวลาน้อยกว่าการสอนโมเดลด้วยวธิกีาร	fine	tune	ทัง้ใน	

2	รูปแบบสถาปัตยกรรมโครงข่าย	(U-Net	และ	FPN)	เวลา

ลดลง	258.4	และ	296	วินาทีต่อ	epoch	ตามล�าดับ	

	 เวลาการท�านาย	mask	ของโมเดลท่ีถูกสอนด้วยวิธี	

transfer	learning	และวิธีการ	fine	tune	มีความใกล้

เคียงกันทั้งสองวิธีในแต่ละสถาปัตยกรรมโครงข่าย	โดย

โมเดลที่ใช้สถาปัตยกรรมโครงข่าย	U-Net	ใช้เวลาในการ

ท�านาย	mask	น้อยกว่าโมเดลที่ใช้	FPN	

บทวิจารณ์

	 การศึกษาน้ีได้ท�าการพัฒนาโมเดลการเรียนรู้เชิงลึก

ส�าหรับก�าหนดขอบเขตอตัโนมตัขิองอวยัวะข้างเคยีงปกติ

บนภาพเอกซเรย์คอมพิวเตอร์วางแผนการรกัษา	โดยใช้รปู

แบบสถาปัตยกรรมโครงข่าย	2	รปูแบบ	ได้แก่	U-Net	และ	

FPN	และใช้โมเดล	backbone	แบบ	VGG	19		ร่วมกับ
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ตารางที่ 2 เวลาการสอนและเวลาการท�ำนาย mask ของโมเดล

Models Training time

(second per epoch)

Prediction time

(second per image)

FUVGG19 737.2 1.307

TUVGG19 478.8 1.286

FFVGG19 1056 1.534

TFVGG19 760 1.430

ค�ำย่อ: FUVGG19 = โมเดลที่สอนด้วยวิธี fine tune รูปแบบสถาปัตยกรรม U-net โมเดล backbone แบบ VGG19, TUVGG19 = โมเดลที่

สอนด้วยวิธี transfer learning รูปแบบสถาปัตยกรรม U-net โมเดล backbone แบบ VGG19, FFVGG19 = โมเดลที่สอนด้วยวิธี fine tune 

รูปแบบสถาปัตยกรรม FPN โมเดล backbone แบบ VGG19, TFVGG19 = โมเดลที่สอนด้วยวิธี transfer learning รูปแบบสถาปัตยกรรม 

FPN โมเดล backbone  แบบ VGG19

การสอน 2 วิธี ได้แก่ วิธี fine tune และ วิธี transfer 

learning ด้วยค่าถ่วงน�้ำหนัก ImageNet

	 พบว่ามีบางภาพ ให้ผลการท�ำนาย mask ผิดพลาด 

จาก mask อ้างอิงที่ถูกก�ำหนดว่าเป็น brain stem เป็น

อวยัวะข้างเคยีงปกต ิspinal cord ในกรณนีีจ้ากการศกึษา

พบว่ามักเกิดในบริเวณรอยต่อขอบบนของ spinal cord 

กับขอบล่างของ brain stem มีสาเหตุมาจากชุดข้อมูล

สอนซึ่งถูกเก็บมาจากหลายแหล่งข้อมูล ซ่ึงการก�ำหนด

ขอบเขตส่วนขอบบนและขอบล่างของ spinal cord และ 

brain stem ไม่ชัดเจน แม้ว่าการปฏิบัติทางคลินิกมีการ

แนะน�ำตามคู่มอืการก�ำหนดขอบเขตอวยัวะข้างเคยีงปกติ

อย่างชัดเจนที่ให้ก�ำหนดขอบบนของ spinal cord ท่ี

ต�ำแหน่ง Tip of dens ของ C2 ซึ่งพบว่ามีความคลาด

เคลือ่นของขอบเขตนีเ้ช่นเดยีวกบัการศกึษาของ van der 

Veen J. และคณะ[7] หากมีการเพิ่มชุดข้อมูลส�ำหรับการ

สอนในส่วนนี้จะช่วยลดความแปรปรวนของการก�ำหนด

ขอบเขตดังกล่าวนี้ได้ 

	 จากผลการทดลองพบว่าทั้ง 4 โมเดล มี 1 ชุดข้อมูล

การทดสอบจากทัง้หมด 15 ชดุข้อมลูทีไ่ม่สามารถท�ำนาย  

mask ได้   เมื่อพิจารณาความแตกต่างของข้อมูลกลุ่ม

ทดสอบทั้ง 15 ชุด พบว่าข้อมูลชุดท่ีไม่สามารถท�ำนาย 

mask ได้ มีขนาด Field of View (FOV) เท่ากับ 

320×320 มิลลิเมตร ต่างจากชุดข้อมูลอีก 14 ชุด ที่มี

ขนาด FOV อยูใ่นช่วง 522×522 มลิลเิมตร ถงึ 650×650 

มิลลิเมตร ซึ่งมีความใกล้เคียงกันและใกล้เคียงกับขนาด 

FOV ของชุดข้อมูลในการสอนโมเดล ด้วยเหตุผลดังกล่าว

นี้แสดงให้เห็นว่าขนาดของ FOV เป็นปัจจัยหนึ่งที่ส่งผล

ต่อการท�ำนายของโมเดลที่พัฒนาขึ้น โดยแนะน�ำให้ใช้

ท�ำนายภาพ CT ที่มีขนาด FOV ตั้งแต่ 500 ถึง 600 

มิลลิเมตร จึงจะท�ำให้โมเดลสามารถท�ำนายผล mask ได้

	 จากผลการศกึษาการประเมนิความเหมอืนของ mask 

ที่ท�ำนายจากชุดข้อมูลภาพ CT กลุ่มทดสอบ ทั้ง 14 ชุด

ข้อมูล จากการประเมินค่า DSC พบว่าโมเดลที่สามารถ

ท�ำนาย mask แล้วให้ค่า DSC สูง คือ โมเดล TUVGG19 

และ FFVGG19 ที่ให้ค่า DSC มากกว่า 0.80 ยกเว้นใน 

parotid ทั้ง 2 ข้างและ spinal cord ที่ให้ค่า DSC 

มากกว่า 0.72 และมีแนวโน้มผลการท�ำนายที่ให้ค่า DSC 

ใกล้เคียงกับผล DSC จากการศึกษาก่อนหน้าน้ี ดังแสดง

ในตารางที่ 3 

	 จากผลการค�ำนวณค่า DSC พบว่าโมเดล TUVGG19 

และ FFVGG19 สามารถท�ำนายได้ดีในอวัยวะข้างเคียง

ปกติที่มีความแตกต่างของเนื้อเยื่อสูงได้ดีกว่าการท�ำนาย
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ตารางที่ 3 ค่าเฉลี่ย DSC จากโมเดล TUVGG19, FFVGG19 และค่า DSC จากการศึกษาก่อนหน้า (หน่วย: ร้อยละ)

Organs Wu X.[8] Ibragimov B.[9] Zhu W.[10] Chen A.[20] TUVGG19 FFVGG19

BST NA NA 86.65±2.00 80.30 81.50 ± 5.20 80.90 ± 4.80

EYE_Lt NA 88.40±2.70 NA NA 86.90 ± 4.00 85.70± 3.10

EYE_Rt NA 87.70±3.70 NA NA 86.40 ± 5.60 83.90 ± 3.20

MAN 89.00 89.50±3.60 92.51±2.00 91.70 88.70 ± 3.00 84.40 ± 3.50

PRO_Lt 77.00 76.60±6.10 88.07±2.00 81.10 74.40 ± 6.40 74.70 ± 8.20

PRO_Rt 76.00 77.90±5.40 87.35±4.00 81.40 76.00± 12.50 72.00 ± 3.40

SPC NA 87.00±3.20 NA NA 79.00 ± 5.90 79.20 ± 5.00

ค�ำย่อ: FUVGG19 = โมเดลที่สอนด้วยวิธี fine tune รูปแบบสถาปัตยกรรม U-net โมเดล backbone แบบ VGG19, TUVGG19 = โมเดลที่

สอนด้วยวิธี transfer learning รูปแบบสถาปัตยกรรม U-net โมเดล backbone แบบ VGG19, FFVGG19 = โมเดลที่สอนด้วยวิธี fine tune 

รูปแบบสถาปัตยกรรม FPN โมเดล backbone แบบ VGG19, TFVGG19 = โมเดลที่สอนด้วยวิธี transfer learning รูปแบบสถาปัตยกรรม 

FPN โมเดล backbone  แบบ VGG19, BST = brain stem,  EYE_Lt = left eye globe, EYE_Rt = right eye globe, MAN = mandible, 

PRO_Lt = left parotid gland, PRO_Rt = right parotid gland, SPC = spinal cord, NA = not available

ในอวัยวะที่มีความแตกต่างของเนื้อเนื้อต�่ำสอดคล้องกับ

ผลค่า DSC จากการศึกษาของ Wu X. และคณะ[8] และ 

Ibragimov B. และ  Xing L.[9] แม้ว่าในการศึกษานี้จะใช้

วิธีการเตรียมข้อมูลภาพที่ก�ำหนดค่า windows ในชุด

ข้อมูลภาพ CT น�ำเข้า โดยพบว่าการเลือกใช้ soft tissue 

windows ยังไม่สามารถช่วยให้โมเดลแยกขอบเขตของ 

parotid grands กับเนื้อเยื่อโดยรอบได้ดีเท่าที่ควร การ

ก�ำหนดค่าข้อมูลภาพ CT น�ำเข้าด้วย bone windows 

และ brain windows โมเดลที่พัฒนาข้ึนสามารถแยก

ขอบเขตอวัยวะข้างเคียงปกติในบริเวณที่สัมพันธ์กับทั้ง 2 

windows นี้ให้ผลค่อนข้างดี นอกจากนี้พบว่าโมเดล 

TUVGG19 ที่ใช้สถาปัตยกรรมโครงข่าย U-Net สอน

โมเดลด้วยวิธีการ transfer learning ให้ผลค่า DSC สูง

กว่าการสอนด้วยวิธีการ fine tune ในขณะท่ีโมเดล 

FFVGG19 ที่ใช้สถาปัตยกรรมโครงข่าย FPN ให้ผลค่า 

DSC สงูในวธิกีารสอนทีต่รงข้ามกบัโมเดล TUVGG19  เมือ่

พจิารณาความสมัพันธ์ของค่า DSC รปูแบบสถาปัตยกรรม

โครงข่ายและวิธีการสอน พบว่าการเลือกใช้รูปแบบ

สถาปัตยกรรมโครงข่ายและวธิกีารสอนทีท่�ำให้โมเดลมค่ีา

พารามิเตอร์ที่สามารถสอนได้ในจ�ำนวนที่เหมาะสมจะส่ง

ผลให้โมเดลมกีารเรยีนรูไ้ด้ดแีละสามารถท�ำนาย mask ได้

ถูกต้อง เช่น โมเดล TUVGG19 มีจ�ำนวนพารามิเตอร์ที่

สามารถสอนได้เหมาะสมกว่า โมเดล FUVGG19 ที่มี

จ�ำนวนพารามิเตอร์ที่สอนได้มากเกินไป หรือในโมเดล 

FFVGG19 มีจ�ำนวนพารามิเตอร์ที่สามารถสอนได้เหมาะ

สมกว่าโมเดล TFVGG19 ทีม่จี�ำนวนพารามเิตอร์ท่ีสอนได้

น้อยเกินไป 

	 จากผลการประเมนิระยะห่างขอบเขต mask ทีท่�ำนาย

จากชดุข้อมลูภาพ CT  กลุม่ทดสอบ ผลการวดัค่า 95%HD 

พบว่า mask ของอวัยวะข้างเคียงปกติจากโมเดลที่มีผล

ค่า DSC สูง จะส่งผลให้มีค่า 95%HD ที่ต�่ำกว่า โมเดลที่

ให้มีค่า DSC ต�่ำ โดยค่า 95%HD จากโมเดล TUVGG19 

และโมเดล FFVGG19 มค่ีาใกล้เคยีงกบัการศกึษาก่อนหน้า

แสดงดังตารางที่ 4

	 จากผลการประเมินเวลาการท�ำงานของโมเดล พบว่า

โมเดลที่ใช้วิธีการสอนโดยวิธีการ transfer learning ใช้
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ตารางที่ 4 ค่าเฉลี่ย 95%HD จากโมเดล FUVGG19 และโมเดล FVGG19 และค่าเฉลี่ย 95%HD จากการศึกษาก่อนหน้า 

(หน่วย: มิลลิเมตร)

Organs  Wu X.[8] Ibragimov B.[9] Zhu W.[10] TUVGG19 FFVGG19

BST NA 5.15 6.42 ± 2.38 1.76 ± 0.49 1.95 ± 0.32

EYE_Lt NA NA NA 1.08 ± 0.22 1.08 ± 0.21

EYE_Rt NA NA NA 1.07 ± 0.24 1.16 ± 0.24

MAN 1.60 2.49 6.28 ± 2.21 3.45 ± 1.56 3.65 ± 1.36

PRO_Lt 3.25 6.97 9.31 ± 3.32 3.98 ± 2.05 4.02 ± 2.21

PRO_Rt 3.23 6.43 10.08 ± 5.09 3.37 ± 1.36 3.77 ± 1.56

SPC NA NA NA 1.24 ± 0.20 1.61 ± 0.68

ค�ำย่อ: FUVGG19 = โมเดลที่สอนด้วยวิธี fine tune รูปแบบสถาปัตยกรรม U-net โมเดล backbone แบบ VGG19, TUVGG19 = โมเดลที่

สอนด้วยวิธี transfer learning รูปแบบสถาปัตยกรรม U-net โมเดล backbone แบบ VGG19, FFVGG19 = โมเดลที่สอนด้วยวิธี fine tune 

รูปแบบสถาปัตยกรรม FPN โมเดล backbone แบบ VGG19, TFVGG19 = โมเดลที่สอนด้วยวิธี transfer learning รูปแบบสถาปัตยกรรม 

FPN โมเดล backbone  แบบ VGG19, BST = brain stem,  EYE_Lt = left eye globe, EYE_Rt = right eye globe, MAN = mandible, 

PRO_Lt = left parotid gland, PRO_Rt = right parotid gland, SPC = spinal cord, NA = not available

เวลาน้อยกว่า เมื่อเปรียบเทียบกับการสอนด้วยวิธ ี 

fine tine ทัง้ 2 รูปแบบสถาปัตยกรรมโครงข่าย ซึง่สมัพนัธ์

กบัจ�ำนวนพารามเิตอร์ กล่าวคอืวธีิการ transfer learning 

ท�ำให้จ�ำนวนพารามิเตอร์ท่ีสามารถสอนได้ในแต่ละ

สถาปัตยกรรมโครงข่ายลดลง จึงท�ำให้ใช้เวลาในการสอน

ลดลง ในขณะท่ีเวลาการท�ำนาย mask ของโมเดลมคีวาม

แตกต่างตามรูปแบบสถาปัตยกรรมโครงข่าย เวลาการ

ท�ำนาย mask ของโมเดลในรูปแบบสถาปัตยกรรมโครง

ข่ายเดยีวกนัทีใ่ช้วธิกีารสอนทีต่่างกนั มคีวามต่างเพยีงเลก็

น้อย เนื่องจากการศึกษาน้ีท�ำการศึกษาผ่าน virtual 

machines บนระบบออนไลน์ท�ำให้มีความคลาดเคลื่อน

ของเวลาจากการประมวลผลผ่านเครือข่ายอินเตอร์เน็ต

สรุป

	 การพัฒนาโมเดลการเรียนรู ้เชิงลึกส�ำหรับก�ำหนด

ขอบเขตอัตโนมัติของอวัยวะข้างเคียงปกติบริเวณศีรษะ

และล�ำคอ จากการใช้รูปแบบสถาปัตยกรรมโครงข่าย 

U-Net โมเดล backbone แบบ VGG19 สอนโมเดลด้วย

วิธีการ transfer learning และ FPN โมเดล backbone 

แบบ VGG19 สอนโมเดลด้วยวิธี fine tune ให้ผลการ

ก�ำหนดขอบเขตที่มีค่า DSC มากกว่า 0.80 ในอวัยวะข้าง

เคียงปกติ brain stem, left and right eye globe, 

mandible และมีค่า DSC มากกว่า 0.72 ใน left and 

right parotid glands และ spinal cord ผลการประเมนิ

ค่า 95%HD น้อยกว่า 2 มลิลิเมตรในอวยัวะข้างเคียงปกติ 

brain stem, left and right eye globes, spinal cord 

และค่า 95%HD น้อยกว่า 4 มลิลิเมตร ในอวยัวะข้างเคยีง

ปกติ mandible, left and right parotid gland  เวลา

ในการท�ำนาย 1.286 และ 1.534 วนิาทต่ีอภาพ ตามล�ำดบั 

กิตติกรรมประกาศ

	 ขอบคุณคณะสหเวชศาสตร์ มหาวิทยาลัยนเรศวร 

ส�ำหรับสถานที่ท�ำงานวิจัย
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